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4.1 Estimation de paramètres déterministes

Les méthodes statistiques d’estimation de paramètres sont basés sur la connaissance des trois composantes suivantes :

· l’ensemble où le(s) parametre(s) à estimer, , prennent valeurs : l’espace de paramètres, 
· la loi de probabilité qui décrit l’effect du paramètre sur les observations : p(r|) ;

· l’ensemble où les observations, r, prennent valeurs : l’espace des observations R.
De la connaissance de ces trois entités, on peut déduire une règle d’estimation qui fait correspondre à chaque observation possible r, une valeur du paramètre à estimer q, que l’on représente par 
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Pour pouvoir déterminer d’une façon constructive une règle d’estimation, il faut définir un critère qui évalue la qualité des résultats, et définir l’estimée comme l’application de R en  qui optimise ce critère. On présente ensuite plusieurs mesures de la qualité (performance) d’estimateurs.

On commence par analyser le cas où le paramètre à estimer est déterministe, et la description statistique des observations est donnée par la fonction densité de probabilité conditionnelle des observations pour chaque valeur possible du paramètre :
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4.2 Biais et variance d’estimation

Les estimés 
[image: image3.wmf])
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 sont des variables aléatoires dont la valeur est déterminée par la réalisation qui est observée (la valeur de r). Il est donc naturel d’analyser ses deux premiers moments.

Le premier moment est la moyenne (espérance)
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Idéalement,
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c’est-à-dire, l’estimée varie autour de la vraie valeur du paramètre.

On désigne la différence 
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 par biais d’estimation. Il nous indique la valeur moyenne de l’erreur d’estimation 
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Trois cas sont possibles

· 
[image: image8.wmf]{

}

q

q

q

=

|

)

(

ˆ

r

E

 pour toutes les valeurs possibles du paramètre. On dit alors que l’estimée est non-biaisée ;
· 
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où B est indépendent de . Dans ce cas l’estimateur a un biais constant et connu, qui peut toujours être eliminé ;
· 
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, c’est-à-dire, on a un biais qui dépend de  (qui est inconnu).
On désire en général avoir des estimateurs qui soient non-biaisés. Cependant, un estimateur peut être non-biaisé et être de mauvaise qualité, s’il produit, avec une grande probabilité, des estimés qui sont très différentes de la vraie valeur. Une deuxième caractéristique importante d’un estimateur est la variance de l’erreur d’estimation :
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Cette variance doit être aussi petite que possible, de façon à que l’estimée soit concentrée autour de la vraie valeur du paramètre.

Estimateurs non-biaisés à variance minimale

La conjonction des deux critères décrits conduit la définition d’estimées non-biaisées à variance minimale. Il n’existe pas de procédure génerale pour déterminer ces estimées.

Pour des modèles linéaires avec des observations gaussiennes, comme nous le verrons dans la section 4.6, l’estimée non-biaisée de variance minimale  existe, et est égale à l’estimée de Maximum de Vraisemblance (voir section 4.3).

4.3 Maximum de vraisemblance

Les estimateurs de maximum de vraisemblance correspondent à prendre comme estimateur la valeur 
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 qui rend les données plus probables :
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Nottons que dans cette équation la densité conditionnelle n’est pas utilisée en tant que telle – c’est-à-dire, comme fonction de r – mais plutôt comme fonction du paramètre estimer . Cette fonction s’appelle fonction de vraisemblance, et, d’une façon analogue au rapport de vraisemblance pour les tests d’hypothèses, elle joue un rôle majeur dans la théorie de l’estimation. Maximiser la fonction de vraisemblance L(r,) 
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est équivalent maximiser son logarithme, et donc,
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Si le maximum de L(r|)  est un point intérieur de ,  et L( r|) est une fonction continue de , une condition nécessaire, qui doit être vérifiée par l’estimée du Maximum de vraisemblance est
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Les estimateurs du maximum de vraisemblance possèdent plusieurs propriétés asymptotiques (quand le nombre d’observations, N, est grand) :

· Consistance. On dit qu’un estimateur est consistent s’il tend vers la vraie valeur du paramètre quand le nombre d’observations tend vers infini :
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où la convergence doit être entendue en probabilité. Les estimateurs du maximum de vraisemblance sont consistents.
· Les estimateurs du maximum de vraisemblance sont asymptotiquement normales.
Exemple 4.1
Soit X=(xo,x1) deux échantillons indépendents d’une variable aléatoire uniforme dans l’intervalle [0,]. On désire déterminer l’estimé de Maximum de Vraisemblance de .

La densité conditionnelle qui décrit les observations est
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(désinez cette fonction)

Ecrivons maintenant cette fonction comme fonction de  :
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On peut donc vérfier que la fonction de vraisemblance est maximale pour 
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Cet exemple ilustre le cas où la fonction de vraisemblance n’est pas continue, et l’estimée ne peut pas être déterminée en dérivant 
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Exemple 4.2
Soit X=(x1,x2,...xN) N échantillons indépendents d’une variable aléatoire gaussienne, demoyenne  et de variance 2.. On désire estimer le vecteur de paramètres 2).

La densité conditionnelle qui décrit les observations est
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Par simple dérivation par rapport à  et 2 on obtient facilement
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c’est-à-dire la moyenne des échantillons et leur variance.

Exercice : Répéter l’exercice précédant pour le cas vectoriel.

4.4 Borne de Cramer-Rao

On dérive par la suite une inégalité très utile dans l’étude de problèmes d’estimation paramétrique, et qui établi une borne inférieure pour la variance de l’ erreur d’estimées non-biaisées.

Admettons que les dérivées  de premier et deuxième ordre du logarithme de la fonction de varisemblance par rapport au paramètre à estimer,
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existent et sont absolument intégrables. Soit 
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 une estimée non-biaisée de  :
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Si on dérive cette équation par rapport à  on obtient
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ou encore
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Nottons maintenant que
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Alors, léquation précédente peut s’écrire
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ou encore
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Par l’inégalité de Schwartz,
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on peut écrire
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et, en reconnaissant l’opérateur valeur moyenne
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ce qui implique
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On a établi que la variance de l’erreur d’un estimateur non-biaisé est bornée inférieurement par une limite qui est déterminée par la variation locale du logarithme de la fonction de vraisemblance. Cette limite est connue par le nom de borne de Cramér-Rao.

4.5 Efficacité.

On remarque que l’inégalité précédante est stricte si et seulement si les deux fonctions intégrées sont proportionnelles (comme fonctions de r) :
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Les estimateurs qui vérifient avec égalité la borne de Cramér-Rao sont efficaces. Si on écrit cette équation pour la valeur de  qui est donnée par l’estimateur de maximum de vraisemblance
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Cette équation possède deux solutions
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La première équation ne dépend pas des données, et ne détermine donc pas une règle d’estimation, ce qui nous laisse la solution

On peut donc conclure que s’il existe un estimateur qui vérifie la borne de Cramér-Rao avec égalité, cet estimateur doit être l’estimateur de maximum de vraisemblance.

On peut établir une condition générale pour qu’un estimateur non-biaisé soit efficace. Soit 
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 un estimateur non-biaisé : 
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Si on dérive cette équation par rapport à  :
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ce qui est équivalent à 
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ou encore
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c’est-à-dire, la correlation entre l’erreur d’un estimateur non-biaisé et la dérivé du logarithme de la fonction de vraisemblance est égale à l’unité. Avec ce résultat, on peut démontrer le théorème suivant .

Théorème 4.1

Un estimateur non-biaisé est efficace
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si et seulement si
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Ce théorème identifie donc la constante k() avec l’inverse de la borne de Cramér-Rao.

Démonstration

(si)
Si la condition du théorème est vraie, alors
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d’où onpeut déduire
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(seulement si)
On a vérifié que
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Si on élève au carré cette équation
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De l’inégalité de Schwartz pour les variables aléatoires
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avec égalité si et seulement si
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Une forme alternative de la borne de Cramér-Rao peut être déduite à partir de l’équation de normalisation de la densité conditionnelle :
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Si on dérive par rapport à  ,
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Rappelons la relation déduite antérieurement,


[image: image56.wmf]ò

=

0

)

|

(

)

|

(

ln

r

r

r

d

p

p

d

d

q

q

q

.

Si on dérive une deuxième fois par rapport à  :
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ou encore
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ce qui montre que
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On peut donc écrire la  borne de Cramér-Rao sous la forme équivalente
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Exemple 4.3
Soit X=(x1,...,xN) N échantillons indépendents d’une variable aléatoire de Poisson. On désire estimer le paramètre de la distribution. La densité conditionnelle de X est
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L’estimateur de maximum de vraisemblance est la valeur moyenne des observations (vérifier cette affirmation)
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Sa valeur moyenne et sa covariance sont 
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La dérivée du logarithme de la fonction de vraisemblance est
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et donc J() est 
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La borne inférieure pour l’erreur quadratique de toutes les estimées non-biaisées de  est donc
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Ce résultat montre que pour obtenir le même erreur on doit prendre plus d’échantillons quand le paramètre de la distribution est grand.

Si nous comparons la variance de l’estimateur du maximum de vraisemblance avec le résultat précédent, nous pouvons constater qu’il est efficace. On remarque que, effectivement, cet estimateur satisfait la condition du théorème ennoncé auparavant :
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Cas vectoriel

Quand  est un vecteur (plus d’un paramètre) le résultat précédant est modifié :
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où la notation
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c’est-à-dire, implique que A-B est une matrice définie non-négative.

4.6 Le modèle linéaire

On considère le modèle d’observations suivant :
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où 
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 est un vecteur de dimension K, fonction connue du vecteur de paramètres inconnus   de dimension q, et 
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 sont des vecteurs gaussiens, de moyenne nulle et matrice de covariance 
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La densité conditionnelle de 
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 étant donnée une valeur fixe du vecteur  est :
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où nous avons défini
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L’estimateur de Maximum de vraisemblance (MV) est la solution de 
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ce qui conduit aux équations suivantes
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Si la matrice de covariance, R(), ne dépend pas de  :
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l'équation précédante simplifie :
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Si nous utilisons la définition de S() dans cette expression, 
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Si on considère aussi que la moyenne m() est une fonction linéaire de  :
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où H est une matrice 
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  de rang égal à q<K, l’équation de l’estimateur MV pet s’écrire, en notation vectorielle,
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et donc
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où 
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 est la moyenne des observations :
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Quand la matrice de covariance est un multiple de l’identité,


[image: image90.wmf]I

R

2

s

=

,

le résultat antérieur devient simplement
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L’estimée de MV de la valeur moyenne des observations est dans ce cas
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La matrice qui multiplie la moyenne 
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dans l’équation précédante,
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est la matrice de projection orthogonale dans l’espace engendré par les colonnes de la matrice H.

Remarque : 

La matrice de Fisher pour ce problème – inverse de la borne de Cramér-Rao – est 
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Si nous calculons cette matrice pour ce problème, nous obtenons
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et nous pouvons donc constater que 
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ce qui montre que 
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 est une estimée efficace du vecteur de paramètres .

Exemple 4.4

Admettre, dans le modèle linéaire gaussien, 
que  est un vecteur de dimension 2 , 
[image: image99.wmf][
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 les colonnes de la matrice H :
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Considérer que 
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Dans ces conditions
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Analyser le comportement quand 
[image: image105.wmf]1
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. Quelle est l’interprétation physique de  ce résultat ?

Exemple 4.5

Soit y le vecteur des échantillons d’un signal continu dans les instants 
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On désire ajuster un modèle polynomial à la courbe y(t) :
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Selon ce modèle les observations suivent un modèle linéaire :
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où H est la matrice de Vandermonde
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et   est le vecteur de coefficients
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Exemple 4.6 (modèle exponentiel complèxe)

Si au lieu d’un modèle polynomial on considère que le signal observé est une somme d’exponentielles complexes,
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les observations suivent encore un modèle linéaire, de la forme
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où, maintenant,
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et
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Exercice (forme récursive de l’estimateur MV pour le modèle linéaire)
Considérez le problème d’estimer récursivement le paramétre , au fur et à mesure que les observations 
[image: image116.wmf]n
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 arrivent. Nous cherchons à écrire l’estimée MV pour le modèle linéaire dans la forme :
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où 
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 désigne l’estimée obtenue avec le vecteur 
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. C’est-à-dire, l’estimée optimale est obtenue en ajoutant un terme de correction – fonction uniquement de la nouvelle observation – à l’estimée optimale précédante. Ceci montre que l’estimée MV peut être déterminée sans avoir à mémoriser toutes les observations : l’estimée est donc une statistique suffisante, qui résume toute l'’nformation utile dans les observations.

4.7 Identification 

Dans beaucoup de problèmes (analyse spectrale, traitement d’antenne, etc.) la matrice H du modèle linéaire a une structure connue, mais dépend de paramètres inconnus. Soit  le vecteur qui groupe ces paramètres :


[image: image120.wmf][

]

)

(

|

|

)

(

|

)

(

)

(

2

1

w

w

w

w

p

h

h

h

H

L

=

,

que l’on désire estimer. L’exemple 4.5 illustre cette situation, car les fréquences des exponentielles ne sont pas, usuellement, connues.

Le modèle des observations est donc dans ce cas :
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Si nous écrivons la fonction de vraisemblance pour l’ensemble de paramètres inconnus 
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Pour toutes les valeurs de , cette expression est maximisée, comme on l’a vu, par
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et donc,
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où
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Nous pouvons donc écrire
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La maximisation de cette expression par rapport à  conduit à
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L’expression précédante, qui défine les estimées de Maximum de vraisemblance du vecteur w, conduit à un problème d’optimisation non-linéaire multivariable, qui doit être résolu numériquement.

4.8 Identification MV des paramètres d’un modèle ARMA

On considère maintenant un signal qui suit un modèle ARMA(p,p-1) causal :
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Soit H(z) la fonction de transfert du système :
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De la définition de la fonction de transfert
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où 
[image: image132.wmf]t
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 est la réponse impulsionnelle du système. Si on écrit les N>p premières équations, on obtient
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qui peuvent sécrire en forme matricielle, et en utilisant le fait que 
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, sous la forme
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Soient


[image: image136.wmf]ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ë

é

=

-

-

T

p

A

a

a

a

a

a

a

K

1

1

1

1

1

2

1

1

2

1

1

L

O

O

O

0



[image: image137.wmf]ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ë

é

=

-

-

1

1

2

1

0

N

p

p

h

h

h

h

h

h

h

M

M



[image: image138.wmf]ú

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ê

ë

é

=

-

1

2

1

0

p

b

b

b

b

b

M


où
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Avec ces définitions, l’équation précédante peut s’écrire
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De cette équation on peut déduire un modèle pour la réponse impulsionnelle :
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où H(a) est la matrice qui regroupe les p premières colonnes de K :
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Le modèle de la réponse impulsionnelle que l’on vient de déduire est un modèle linéaire, où la matrice H dépend uniquement des paramètres AR – du vecteur a – et le vecteur b dépend seulement des paramètres MA – les éléments du vecteur b. Un modèle qui présente cette propriété est separable.

Admettons, maintenant, que l’on dispose d’observations bruitées de la réponse impulsionnelle :
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et que l’on veut estimer les paramètres du modèle ARMA. Ce problème a la structure du problème linéaire général que nous avons étudié. Les estimées de Maximum de Vraisemblance pour les paramètres sont solution des équations suivantes :
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où 
[image: image145.wmf]^
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 est la matrice de projection (orthogonale) dans le complément orthogonal de l’espace engendré par les colonnes de H(a).

On analyse ensuite la structure de la matrice de projection orthogonale P(a) :
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Pour cela, on re-éxamine l’equation qui nous a servi à la définition de K, où nous remplaçons h par H(a)b :
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De cette équation nous pouvons conclure
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et
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Cette dernière équation nous permet d’affirmer que les N-p colonnes de A sont orthogonales aux p colonnes de H(a). Donc, l’opérateur de projection dans l’espace orthogonal aux colonnes de H(a) peut s’écrire directement en termes de la matrice A :
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et en conséquence
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Comme nous avons déjà remarqué, ce problème d’optimisation est non-linéaire, et doit être résolu par des méthodes numériques.

4.9 Prédicition linéaire et la méthode de Prony

Nous reprenons les équations pour les estimées de MV des paramètres d’un modèle ARMA :
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On rapelle le modèle des observations
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et le fait que l’estimée MV de la composante non-bruitée des observations est
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Alors l’estimée de le la composante de bruit est
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Nous pouvons donc re-interpréter l’expression de l’estimée de MV en fonction de l’estimée du bruit :
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Le terme qui rend ce problème d’optimisation dificil (non-linéaire) est l’inverse 
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. Si nous ignorons ce terme, en le faisant égal à l’identité, nous obtenons une autre estimée, qui est donnée par
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Comme r=h+wi, et 
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et nous constantons bien que 
[image: image161.wmf]e
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[image: image162.wmf]est uniquement liée au bruit d’observation, et  a donc le sens d’une erreur (distance entre le modèle et les observations).

Par ailleurs,
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qui peut également s’écrire


[image: image164.wmf]ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ë

é

+

ú

ú

ú

û

ù

ê

ê

ê

ë

é

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ë

é

=

+

+

-

-

+

N

p

p

p

p

N

N

p

p

r

r

r

a

a

r

r

r

r

r

r

M

M

L

M

M

L

2

1

1

1

2

1

1

ˆ

e


ou, pour chaque composante de 
[image: image165.wmf]e
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Le critère modifié qui mène à l’estimée 
[image: image167.wmf]a

ˆ

 est donc encore un critère d’erreur de prédiction : il cherche les coefficients AR de façon à minimiser le résidu  entre les observations et leurs prédicition en fonction de dernières p échantillons.

Les équations précédantes correspondent à celles qui déterminent les estimées MV pour lemodèle d’observations suivant :
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où le bruit d’observation est blanc et gaussien, en considérant les définitions
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et pour lequel on a :
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Pour estimer b, nous devons construir, à partir de 
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, la matrice 
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, et utiliser l’équation de l’estimée de MV :
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4.10 Méthode de Prony

Nous allons constater maintenant que la méthode de Prony est un cas particulier de cette approche à l’identification paramétrique. Cette méthode est basée sur une modélisation du signal observée comme une superposition de sinusoïdes amorties
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Ce signal peut être modélisé comme la réponse d’un modèle d’état homogène
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avec la condition initiale
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où la matrice F est une matrice diagonale qui regroupe les pôles du système
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(vértifier cette affirmation)
et
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Le théorème de Cayley-Hamilton nous donne directement le modèle AR(p) à partir du modèle d’état, en identifiant le polynôme 
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 avec le polynôme caractéristique de F :
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Si nous formons la combinaison linéaire des observations
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c’est-à-dire, le signal observé suit un modèle AR(p)
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dont les pôles sont les exponentielles complexes
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On retrouve ici l’approche de prédiction linéaire présentée dans la section précédante, c’est-à-dire, une équation  qui permet de représenter chaque échantillon comme une combinaison lineaire des échantillons précédants.

Reprennons maintenant la représentation AR du signal. Si l’on écrit cette équation pour des valeurs consécutifs de n, on obtient
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ou encore
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que nous pouvons écrire en forme matricielle
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avec des définitions évidentes du vecteur X – de dimension k+1 – et de la matrice C – de dimension 
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Nous obtenons donc une relation linéaire qui nous permet de calculer la valeur des coefficients du polynôme caractéristique de la matrice F, et donc les pôles du système.

Remarque
Pour calculer les pôles d’un modèle d’ordre p il faut que 
[image: image190.wmf]p
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. Pour chaque valeur de k, le système d’équations précédant fait intervenir les échantillons depuis l’instant n-p jusqu’à l’instant n+k, en nombre total de k+p. On peut alors conclure que le nombre minimal d’observations pour identifier un modèle d’ordre p est égal à 2p. Dans le cas où l’on prend exactement 2p observations, le système d’équations obtenu peut être en général inversé directement pour obtenir le vecteur des coefficients a :
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On remarque que cette équation est un cas particulier du cas général considéré précédemment, quand la matrice Y est inversible. Si k>p la matrice C devient, s’il n’y a pas de bruit, singulière.

La méthode de Prony originale utilise seulement 2p observations pour estimer les paramètres d’un modèle d’ordre p. Elle marche très bien si les observations ne sont pas bruitées, ce qui en genéral n’est pas vrai. On a donc intérêt à prendre un plus grand nombre d’observations et dans ce cas, l’équation générale doit être utilisée :
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Une fois connus les pôles du système, la détermination du vecteur condition initiale du modèle est équivalente à un problème d’interpolation polynomiale. 

Si l’on décrit la sortie du modèle d’état en fonction de sa condition iniciale, on obtient pour ce cas simple
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Si l'on écrit cette équation pour p valeurs consécutifs de n :
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qui est une équation linéaire de la forme
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La matrice de cette équation – matrice de Vandermonde – a un déterminant différent de zéro si et seulement si tous les pôles du système sont distincts, et peut donc être inversée pour obtenir le vecteur b. De ce vecteur résultent immédiatement les amplitudes et les phases des sinusoïdes du modèle de départ.

La méthode de Prony consiste donc dans la séquence de quatre pas :

1. Déterminer les coefficients du polynôme caractéristique de F par résolution de
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2. Déterminer les pôles par détermination des racines du polynôme
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3. Construire la matrice de Vandermonde 
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4. Déterminer les coefficients par résolution de 
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Remarque : La méthode de Prony, que l’on vient de décrire, est basée sur deux hypothèses : (1) le système à identifier est un système AR ; (2) on observe directement la réponse impulsionnelle du système.

4.11 Méthode de Pisarenko

La méthode de Pisarenko est basée directement sur des relations entre les entrées et les sorties du modèle AR. La méthode de Pisarenko est basée sur les propriétés de la matrice d’auto-corrélation. Elle considère explicitement la présence de bruit dans les mesures, et admet que le processus sinusoïdal observé est stationnaire. Cependant, le modèle sinusoïdal tel qu’il a été défini dans l’étude de la méthode de Prony n’est pas stationnaire. Pour obtenir stationnarité, il faut considérer que les phases 
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Le modèle correspondant peut être encire défini ar un modèle d’état similaire au précédant :
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avec la condition initiale
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où
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et 
[image: image209.wmf]n
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 est une séquence blanche.

On peut remarquer que ce modèle de sinusoïdes dans du bruit correspond à une forme limite d’un processus ARMA(p,p) :
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où 
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 représente la partie non-bruitée du signal. Alors, comme on a vu,
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ou encore
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qui est un modèle ARMA(p,p) avec les mêmes coefficients pour les parties auto-regréssive et moyenne glissante.

On présente ensuite la méthode de Pisarenko. 

Si on forme le vecteur qui regroupe k+l échantillons consécutifs de ce processus, on obtient
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La matrice de correlation du vecteur Y est
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où on a défini la matrice B
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On constate que R est la somme d’une matrice de rang inférieur à p plus un multiple de la matrice identité. Admettons que le rang de B est p, et que les pôles sont tous distincts, et considérons la décomposition spectrale de la matrice R 
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Si nous remplaçons R par son expression
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ou encore
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ce qui montre que les valeurs propres de R sont égaux à ceux de
[image: image220.wmf]H
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 additionnés de 
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. Comme, par hypothèse, cette matrice a rang p, nous pouvons séparer les valeurs propres – et les vecteurs propres correspondants – de R en dux groupes :

·  p valeurs propres de valeur plus grande, et dont les vecteurs propres correspondants engendrent le même sous-espace que les colonnes de la matrice B ;

·  k-p valeurs propres toutes égales à 
[image: image222.wmf]2
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, et don’t les vecteurs propres correspondants sont orthogonales aux colonnes de D.
La méthode de Pisarenko est basée sur ce fait, pour le cas particulier où le nombre d’observations est k=p+1. Elle consiste à déterminer le vecteur propre de R associé à la plus petite valeur propre, , et à déterminer les pôles du système à partir des relations
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ce qui montre que les pôles du système sont les racines du polynôme de degré p don’t les coefficients sont les éléments du vecteur propre .

Les amplitudes et les phases des sinuoïdes sont ensuite déterminés de façon à minimiser l’erreur quadratique entre les observations et le signal synthétisé,
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ce qui conduit à la solution
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En pratique, on doit remplacer R par une estimée déterminée à partir des données. Pour assurer que les racines du polynôme construit à partir du vecteur propre associ’e à la plus petite valeur propre de la matrice d’auto-corrélation se trouvent sur le cercle unitaire, il faut que cette estimée soit une matrice de Toeplitz.

Pour des données réels, le modèle de sinusoïdes est
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qui est équivalent à un modèle complexe avec 2p sinusoïdes en fréquences symmétriques. Dans ce cas, les relations antérieures restent valides, mais il faudra construire une matrice d’auto-corrélation de dimension 2p+1.

Remarque : cette méthode est très sensible au choix de p. Noter qu’elle trouvera toujours p sinusoïdes, même quand les données n’en contiennent qu’un nombre inférieur de composantes.

 Exercices
1. Considérer un processus AR(1) complexe, de moyenne nulle, de paramètre 
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 et
[image: image228.wmf]0

2

>

s

. Déterminer la variance du processus pour 
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. Où doit se trouver le pôle du filtre AR pour que le processus soit stationnaire au sens large ?

2. Le paramètre d’un AR(1) observé dans du bruit blanc est estimé par
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où R représente la fonction d’auto-correlation du signal reçu. Montrer que 
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où 
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 est le rapport signal-à-bruit. Généraliser ce résultat pour un AR(p), en démontrant que
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où a et 
[image: image234.wmf]a
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 sont la vraie valeur du vecteur de paramètres AR et son estimée, et 
[image: image235.wmf]x
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 est la matrice d’auto-corrélation du processus (non bruité).
3. Montrer que la matrice d’auto-corrlation d’un processus sinusoïdal est singulière si le nombre d’observations est supérieur au nombre de composantes.

4. Montrer que 
[image: image236.wmf](
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 projecte le vecteur x de dimension N dans l’espace engendré par les p colonnes de A, en utilisant la décomposition en composantes orthogonales suivante
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où 
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 est la i-ème colonne de A, et l’espace engendré par les vecteurs 
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 est orthogonal à celui engendré par les colonnes de A, c’est-à-dire 
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5. Considérer le mnodèle d’observations suivant
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où a est un paramétre déterministe inconnu. Admettre que la fonction s(.) est inversible. Démontrer que l’estimateur de Maximum de Vraisemblance commute avec des opérateurs non-linéaires.

6. On fait N observations indépendantes 
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 de moyenne m est variance 
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Est-ce un estimateur non-biaisé de la variance 
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7. Déterminez la matrice de  Fisher pour les paramètres 
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Déterminez les estimés MV des paramètres du modèle.

Tracez les bornes pour la variance en fonction du rapport signal/bruit SNR, en prennant N comme paramètre, et en fonction de N avec SNR comme paramètre.

8. Soit 
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 un vecteur avec une distribution gaussienne de moyenne 
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 et matrice de covariance R. Considérez le problème de l’estimation de 
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, et déterminez la borne de Cramér-Rao pour ce problème.

9. Soit  X un vecteur de mesures avec densité 
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 dépendante d’un vecteur de paramètres,  inconnu. Un estimateur biaisé 
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a) En utilisant la propriété 
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où 
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 est la dérivé du logarithme de la fonction de vraisemblance.

b) Soit
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En utilisant le fait que 
[image: image258.wmf](
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 est définie non-négative, montrez que la borne de Cramér-Rao pour estimateurs biaisés est donnée par
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où 
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 est la matrice de Fisher pour .

10. Soit 
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 des  échantillons indépendants de variables aléatoires uniformes en 
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d) La densité de probabilité de 
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e) 
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f) 
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      Concluez que 
[image: image268.wmf]mv

q

ˆ

est asymptotiquement non-biaisé et consistent.

ANNEXE 1: Gradients vectoriels et matriciels

Beacoup de résultats en traitement du signal sont obtenus par dérivation d’une fonction de coût non-négative. Pour cette raison, les égalités concernant la dérivation de vecteurs et de matrices jouent un rôle important. Dans cette annexe, nous présentons sans preuve plusieurs définitions et résultats.

Gradients vectoriels

Soit
[image: image269.wmf](
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 . Le gradient de a par rapport à q est le vecteur de dimension 
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Cette définition peut être généralisée au gradient d’une fonction vectorielle de dimension n 
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Un certain nombre de cas particuliers [euvent être déduits de ces expressions :
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Gradients Matriciels

Soit maintenat 
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[image: image285.wmf]n

p

´

 R. Le gradient de a par rapport à la matrice R  est la matrice de dimension 
[image: image286.wmf]n

p

´

 
[image: image287.wmf](

)

a

R

¶

¶

/

 :


[image: image288.wmf]ú

ú

ú

ú

ú

ú

ú

ú

û

ù

ê

ê

ê

ê

ê

ê

ê

ê

ë

é

¶

¶

¶

¶

¶

¶

¶

¶

¶

¶

¶

¶

=

¶

¶

pn

p

n

r

R

a

r

R

a

r

R

a

r

R

a

r

R

a

r

R

a

a

R

)

(

)

(

)

(

)

(

)

(

)

(

1

21

1

12

11

L

M

M

L


Un certain nombre de identités découlent de ces définitions

a) 
[image: image289.wmf]I

R

tr

R

=

¶

¶


b) 
[image: image290.wmf][

]

[

]

[

]

T

T

T

T

T

L

R

L

tr

R

R

L

tr

R

R

L

tr

R

=

÷

ø

ö

ç

è

æ

¶

¶

=

¶

¶

=

¶

¶


c) 
[image: image291.wmf][

]

[

]

(

)

T

T

LR

R

L

R

tr

R

R

L

tr

R

1

1

1

-

-

-

-

=

¶

¶

=

¶

¶


d) 
[image: image292.wmf](

)

T

n

n

R

n

R

tr

R

1

-

=

¶

¶


e) 
[image: image293.wmf][

]

R

R

tr

R

exp

exp

=

¶

¶


f) 
[image: image294.wmf](

)

T

R

R

R

R

1

det

det

-

=

¶

¶


g) 
[image: image295.wmf](

)

T

R

R

R

1

det

ln

-

=

¶

¶


h) 
[image: image296.wmf](

)

(

)

T

n

n

R

R

n

R

R

1

det

det

-

=

¶

¶


ANNEXE 2: Inversion de matrices

Soit R une matrice partitionnée :
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L’inverse de R est
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La matrice E est le complément de Schur de A, et H est le complément de Schur de D.

Soit E le complément de Schur de A :


[image: image299.wmf]C

BD

A

E

1

-

-

=

.

Alors, l’inverse de E est donné par
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avec les mêmes définitions de F, H et G.
L’inverse de R peut encore s’écrire comme
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où F, H, et G  ont les mêmes définition qu’avant.

Exemple (matrice de covariance)

Soit R une matrice de covariance de dimension n :
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alors son inverse est donnée par
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Exemple (matrice de Gram)

Soit 
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Le Grammian et son inverse son
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Exemple (Identité de Woodbury)

L’inverse de la matrice
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est la matrice
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Cette identité est le cas particulier de 


[image: image308.wmf](

)

(

)

1

1

1

1

1

1

1

-

-

-

-

-

-

-

+

-

=

+

DA

B

DA

C

B

A

A

BCD

A


quand C est un scalaire.
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